Luento

5: Luokittelu

Luokitteluongelma

® Maaritelma
® Kayttotarkoitukset

® Ongelmien ja luokittelijoiden tyypittely
— auttaa valitsemaan oikean menetelméan

® Tarkeimmaéat menetelmét

Paatdspuut ja luokittelusdannot

Bayes-luokittelijat

Lahimman naapurin menetelméat (Nearest
neighbour classifiers)

Neuroverkkoluokittelijat
Tukivektorikoneet (support vector machines, SVM)

Luokittelun hyvyys
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Annettu joukko selittavia muuttujia R = {A,..., A ja
luokkamuuttuja C, jonka arvot ovat mahdolliset luokat
Dom(C) = {cy,...,CL}.

Muodosta malli M joka maarittaa jokaiselle datapis-

teelle x € O sen luokan c;.

® D = Dom(A;) X ...x Dom(Ay)

® Perustapauksessa malli on siis kuvaus
M:S — Dom(C)
e Olettaa ettd luokan méaaraytyminen deterministista!
(voi olla epéarealistista)

@ Malli voi kertoa vain luokkajakauman P(C = c;|x;)
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Luokittelun hyvyys

Oikeasti

C -C 3
&8 C | TP=true positive | FP=false positive | TP+FP
3 fr(luokittelu = C A oik = C) fr(luokittelu = C A oik = =C) fr(luokittelu = C)
5 -C | FN=false negative | TN=true negative | FN+TN
GE:) fr(luokittelu = -C A oik = C) fr(luokittelu = =C A oik = =C) | fr(luokittelu = —=C)
S T |TP+FN FP+TN
—! fr(oik = C) fr(oik = =C) n

FP+FN TP+ TN

error = accuracy = ——
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precision = = P(oik = C|luokittelu = C)

TP+FP

sengitivity = = P(luokittelu = Cloik = C)

TP+FN

Kaikki lasketaan testidatasta! (tai ristiinvalidoinnilla)

Muista ylisovittuminen ja Occamin partaveitsi!
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Kayttotarkoituksia Ongelmien ja menetelmien tyypittelya

1. Luokittelu itsetarkoituksena ® Ovatko luokat toisistaan erottuvia? (annetuilla
esim. Mika sairaus potilaalla on? Mita lajia 6tokka on? muuttujilla)
Tulenko min& saamaan keuhkosybvan? — konsistentti ja epakonsistentti data
2. Hahmon tunnistus muun paattelyn avuksi (piirteita ® Millaisia luokkien véliset rajat ovat?
korkeamman tason mallille) — lineaariset ja epdlineaariset luokkarajat
Mita Mansikki tekee? Mita ope sanoi? Mita kirjainta ® Haluammeko vastaukseksi 1-kasitteisen luokan vai

kuva esittaa? luokkien todennakéisyysjakauman?
3. Datan kuvaus ja ymmartaminen — erottelevat ja probabilistiset luokittelijat
Mitka tekijat altistavat vatsahaavalle? Mitk&a suojelevat

o e e e ® Tarvitsemmeko eksplisiittistd mallia vai riittadko vain
siltd? Mitk&a geenit vaikuttavat keuhkosyodvan syntyyn?

luokittelun tulos?
— laiska vai ahkera (eager) menetelma?
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Konsistentti ja epakonsistentti data Esimerkki: Deterministinen luokittelu

Data on epakonsistenttia, jos siitd 10ytyy vahintaan
kaksi alkiota, joilla on samat selittavien muuttujien A
arvot mutta eri luokat.

ei

Bakteereja | " _ g sensista eika bakteremiaa

veressa?

. e . . . on
® Vaikka annettu data olisikin konsistenttia, voimmeko

silti olettaa, etta kaikki tuleva datakin on konsistenttia?

Ts. maaraytyyko luokka deter ministisesti selittavien
muuttujien arvoista?

Onko vahintaan 2 seuraavista? o

* korkea leposyke — Vain bakteremia

) ) ) ) * kuumetta tai alilampda
Konsistentissa datassa mahdollista opetusvirhe=0 . S o
* lilan vahan tai paljon valkosoluja tai

paljon epékypsia neutrofiileja Sepsis

< Epékonsistentissa aina luokitteluvirhetta

Konsistenssi tyypillistd ihnmisten luomille luokitteluille * liian alhainen CO2:n osapaine veressé

Mutta “oikeassa” elaméassa harvinaista!
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Esimerkkeja epadeterministisista

luokitteluongelmista Erottelevat ja probabilistiset luokittelijat

® Annettuna potilaan oireet ja testitulokset, mika sairaus 1. Erotteleva (discriminative) luokittelija: maarittaa
hanella on? kuvauksen O — Dom(C)

@ Annettuna opiskelijan harjoituspisteet ja ® pakottaa kaikki alkiot johonkin luokkaan
esitietokyselyn vastaukset, lapaiseeko han kurssin? 2. Probabilistinen luokittelija: maarittdd kuvauksen

® Annettuna henkilén perimé (geenit), saako han D — [0,1]", missé _ _
ateroskleroosin (diabeteksen, Alzheimerin taudin, M(x) = [P(C = c1|x), ..., P(C = cL|x)] (eli luokkien
tms.)? todennakoisyysjakauma)

® Annettuna Mansikin syémistiedot, kayttaytyminen ja ® todennakoisyysjakauma sisaltaa enemman
kantoaika, poikiiko Mansikki 12h kuluessa? informaatiota — apua tulosten tulkinnassa
® haluttaessa voi valita todennakoisimman luokan
“oikeaksi” luokaksi
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Probabilistinen luokittelu alykkaissa jarjestelmissa Luokkarajan lineaarisuus/epéalineaarisuus
® Jarjestelman pitaisi valita kussakin tilanteessa Voiko luokat erottaa toisistaan suoralla tai hypertasolla?
(tilanneluokassa T = t;) optimaalinen toiminto A = a; (erottelufunktio lineaarinen f(X) = B1 X1 + ... BkXk + @)
Linearly separable: Linearly inseparable:

® Tunnetaan tilanneluokkien todennakdoisyysjakauma

P(T = tj|x) (x=senhetkiset muuttujien arvot) +

® Maaritetty toimintojen “oikeellisuuksien” ehdolliset
todennakoisyysjakaumat P(A = a|T =t;) (tn etta a;
oikea toiminto tilanteessa t;)

+ + +

+

® Toiminnon “oikeellisuuden” todennékdisyys, annettuna
x: P(A=ajlx) = X, P(T = tx) - P(A = a|T = t;)

® Esim. Pitaisikod kutsua elainlaakari (A = a;) vai antaako
soodaa (A = ap), jos Mansikki on passiivinen, syonyt
pikkuisen, mutta ei marehtinyt? (x) X X
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Lineaarinen luokittelija Epéalineaarinen luokittelija

® olettaa etta luokkaraja (class/decision boundary) ® epélineaarinen luokkaraja
lineaarinen ® aste-eroja ilmaisuvoimassa: miten monimutkaisia
® yksinkertainen, joten kestdvampi ylisovittumista luokkarajoja pystyy esittdmaan?
VEBIEELT ® Ongelma: mita ilmaisuvoimaisempi menetelma, sita
® pieni poikkeama lineaarisuuden oletuksesta ei haittaa monimutkaisempia malleja, sitd suurempi
(mallin robustius kompensoi heikkoa ilmaisuvoimaa ylisovittumisen vaara ja sitd enemman dataa tarvitaan
(representational power)) — monimutkaisuutta kannattaa rajoittaa

— kannattaa suosia!
@ mutta huono jos luokkarajat oikeasti monimutkaisia!
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Laiska ja ahkera luokittelija Tarkeimmat menetelmat
1. Ahkera luokittelija (eager learner): Muodostaa 1. P&aatdspuut ja luokittelusaannot
opetusdatasta eksplisiittisen mallin (luokittelijan), jolla 2. Bayes-luokittelijat

luokittelee tulevat alkiot
® (yleensd) vain yksi globaali malli
@ hitaampi oppia, nopea luokittelemaan

3. Lahimpien naapurien menetelmat (Nearest neighbour
classifiers)

: o . 4. Neuroverkkoluokittelijat
2. Laiska luokittelija (lazy learner): Ker&a vain J

opetusdatan talteen ja suorittaa luokittelun vertaamalla 5. Tukivektorikoneet (support vector machines, SVM)
opetusdataan

@ instance-based learning (case-based learning
sama monimutkaisemmille objekteille)

@ esittda implisiittisesti monia lokaaleja malleja
@ ei oppimista, mutta hitaampi luokittelemaan
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1. Paatéspuut Esitys luokittelusaantoina

Luokittelijan voi esittdé puuna, jonka sisasolmut esittavat Luetellaan paatospuun kaikki juuri—lehti-polut:
muuttujia koskevia ehtoja ja lehtisolmut luokkia.

Jos paino > 20g, niin peltohiiri.

Jos paino <20g ja vartalonpituus > 8cm, niin pelto-
hiiri.

Jos paino <20g ja vartalonpituus < 8cm ja hannan-
pituus >7cm, niin koivuhiiri.

Jos paino <20g ja vartalonpituus < 8cm ja hannan-
pituus <7cm, niin peltohiiri.

® Naihin voi lisata ehdolliset todennakdisyydet, mutta

pituus ; . ..
tuloksena saatava malli usein epavakaa

>7cm

® Toisaalta datasta voi etsid parhaat luokittelusaannoét ja
rakentaa niista luokittelijan (hyviksi kehuttuja)
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Paatdspuun luokkarajat ovat paloittain
Etuja muuttuja-akselien suuntaisia

+ voi olla sekaisin kategorisia ja (diskretoimattomia)
numeerisia muuttujia

+ havainnollinen malli, joka auttaa ymmartamaan dataa

+ oppimisalgoritmi valitsee samalla muuttujat

e etukateen valitut ja/tai hyvin diskretoidut muuttujat
parantavat silti!

+ ilmaisuvoimainen (voi esittdd monimutkaisia
luokkarajoja)

+ varsin robusti (sietaa pienta kohinaa ja puuttuvia

arvoja Lahde: Geurts et al: Supervised learning with decision tree-based

+ nopea luokittelu (kun malli valmis) methods in computational and systems biology. Mol. BioSyst., 2009,5,
+ sopii noviiseille (ei hankalia parametreja asetettavana) 1593-1605.
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Haittoja/rajoituksia

2. Bayes-verkkoluokittelija

— Globaalisti optimaalinen oppiminen “mahdotonta”
(NP-kova ongelma) — heuristiset algoritmit

e vanha id3: ahne puun muodostus (valitsee aina
parhaan muuttujan ja sen arvoille testin) — huono!

e parempi versio c4.5 (Wekassa J48): karsii puuta
lopuksi

e vielda uudempi ¢5.0: nopeampi, pienemmat puut
+ muita algoritmeja

— VoI tuottaa suboptimaalisen luokittelijan!
— melko herkka ylisovittumaan, varsinkin jos dataa vahan
— deterministinen luokkaoletus

— jotkut luokkarajat hankalia esittaa — turhan
m0n|mutkainen puu Tiedonlouhinta 20185 — p. 21

Bayes-verkon idea

P(K)
P(~K)=1-P(K)

P(SIK)
P(SI~K) P(YIK)
P(YI~K)
@ P(T|S.K)
P(T|S~K)
P(T|~SK)
P(T|~S~K)

Todennakdisyyksien paivitys
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@ esittaa datan riippuvuusrakenteen ja implisiittisesti
kokonaistodennakoisyysjakauman

® Jos kaksi muuttujajoukkoa X ja Y ehdollisesti
riippumattomia annettuna kolmas Z, niin verkossa
kaikki X:n ja Y:n solmut jonkin Z-solmun erottamia

@ Juurisolmuille A; annetaan prioritodennakoisyydet
P(A = &) (kaikilla Ai:n arvoilla &)
e tahan voi integroida asiantuntijatietamysté (domain
knowledge)

® muille solmuille B; ehdolliset todennakoisyydet
P(Bi = bj|X = X) (X=solmun vanhemmat ja X=niiden
arvokombinaatio)
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Idea: Solmujen todennékoisyyksia paivitetadn Bayesin

sdannalla, kun saadaan uutta tietoa (kiinnitetdan
muuttuja-arvoja):

P(X = X)P(A = a|X = X)

P(A=a|X =X = PA=a)

® hyddyntaa aina kaiken saatavilla olevan tiedo
@ mutta voi olla raskasta (NP-kovaa)

n!

® myos mallin (verkon rakenne + todennékaoisyydet)

oppiminen NP-kovaa
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Bayes-verkkoluokittelija

Naiivi-Bayes-luokittelija

® Puurakenteinen — paattely kevyempaa!
@ Juuressa luokkamuuttuja, muut muuttujat sen alla

® Luokkajakaumaa paivitetaan Bayesin sdannoélla, kun
muiden muuttujien arvoja kiinnitetaan (— sallii
puuttuvat arvot!)

® Yksinkertainen Naiivi-Bayes-luokittelija suosituin

Tiedonlouhinta 20185 — p. 25

Naiivi-Bayesin edut

Vain 2-tasoinen eika lehtien valilla kaaria

N\

Naiivi-Bayes-oletus: X;:t toisistaan ehdollisesti
riippumattomia, annettuna C eli
P(X4, ..., XIC) = TIX ,P(X|C)

® Usein eparealistinen mutta voi silti toimia hyvin!
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Naiivi-Bayesin edut

robusti kohinalle

hyvin resistentti ylisovittumiselle

voi oppia pienestakin datamaarasta

ei tarvitse oppia rakennetta — helppo oppia

+ + + + +

voi hyodyntaa kaiken informaation, mutta sallii
puuttuvat arvot

sekadatallekin menetelmia (yleensa diskretoivat
numeeriset muuttujat)

-+ sopii hyvin noviiseille

5
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— Naivi-Bayes-oletus usein epérealistinen! — jos vahvoja
Xi:den valisia riippuvuuksia, luokittelu karsii

— pieni esitysvoima

@ jos kategorisia muuttujia, vain lineaariset
luokkarajat
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Yleisen Bayes-luokittelijan edut ja haitat

3. K:n lahimmman naapurin menetelma ( K-Nearest

neighbour classifier)

+ + + +

hyvin informatiivinen!

voi esittédé epadeterminismiéa

voi olla sekaisin kategorisia ja numeerisia muuttujia
hyvin ilmaisuvoimainen

rakenteen oppiminen vaikeaa!
— suboptimaaliset menetelmat

vaatii paljon dataa
herkempi ylisovitumiselle
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Idea: Luokitellaan piste x siihen luokkaan, mihin suu-
rin osa sen K:sta lahimmasta naapuripisteestd kuu-
luu.

@ Tarvitaan etaisyys- tai samankaltaisuusmitta d

e d(xg, X2) kertoo pisteiden x; ja X, etdisyyden tai
samankaltaisuuden asteen

e numeeriselle datalle esim. euklidinen etaisyys
d(x1, X2) = V(811 — @1)? + ... + (A — ax)?

e merkkijonoille esim. minimum edit distance

binaaridatalle esim. Hamming-etaisyys

e kategorinen ja sekadata hankalimpia!

Tiedonlouhinta 20185 — p. 30

K:n [ahimman naapurin menetelma K:n naapurin edut ja haitat

® lisaksi maaritettava naapuruston koko K + ei oppimista
e jos lilan pieni, tulee epavakaa luokittelija + voi olla sekaisin numeerisia ja kategorisia muuttujia
@ jos lilan suuri, voi naapuruston yleisin luokka (kunhan keksii d:n)

poiketa oikeasta ) + varsin robusti kohinalle ja puuttuville arvoille

e pienidimensioiselle datalle 5-10 hyva . . . .
_ _ o o _ + hyvin ilmaisuvoimainen — luokkarajat voivat olla

@® eci suositella suuridimensioiselle (> 20 muuttujaa)

datalle, varsinkin jos harvaa

eras (hyva) variaatio: huomioidaan kaikki naapurit,
mutta painotetaan naapurin luokkaa sen etaisyydella
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monimutkaisia
+ luokittelija paranee kaytossa (kun kertyy lisaa dataa)
— hyvan d:n maaritys kriittista
— el sovi suuridimensioiselle datalle
— luokittelu voi olla hidasta (jos paljon dataa)
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4. Neuroverkkoluokittelijat

Verkon topologian valinta

Tyypillisesti monitasoinen perseptroni (multilayer
perceptron, MLP)
< perseptronissa ei piilotasoja

Syotetaso  piilptaso ~ Tulostasc

@,
(x Q>@
® Q/
o
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Muut parametrit

® O piilotasoa — perseptroni — voi esittdé vain lineaarisia
luokkarajoja (mutta yksinkertaisuus voi kompensoida
ilmaisuvoiman puutetta)

® 1 piilotaso eli 3-tasoinen verkko: pystyy esittamaan
mité tahansa luokkarajoja (epélineaarisia funktioita)

® Ei siis kannata turhaan kayttaa useampia tasoja! (vain
jos tarpeen)

@® hyvin erottuville luokille riittdd pienempi maara
piillosolmuja

® Peukalosdantd (solmujen lkm:n valintaan): painoja
tulisi olla noin 1 (n=opetusjoukon koko)
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Muut parametrit

aktivaatiofunktio (yl. sigmoid-funktio)

® painojen alkuarvot (Suositus: satunnaiset pienet posit.
arvot)
@ painojen paivityssaanto (kannattaa lisata
momentum-termi)
® oppimisalgoritmi
e useimmiten back-propagation (perustuu
gradienttihakuun)

e hienommat algoritmit voivat saataa verkon
topologiaa ja valita piirteita
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® minimoitava virhefunktio
® Yyleensd SSE

e Ylisovittumiseen auttaa lisdtermi, joka rankaisee
suurista painoista

® |opetuskriteeri (testijoukko tai ristiinvalidointi hyvéa
ratkaisu)
= Saato vaatii asiantuntemusta!

Erittdin vahva tydkalu oikeissa kasissa, mutta
ylisovittumisen vaara hyvin suuri.

“Neuroverkko tytkaluna on yht& hyva kuin kayttajansa”
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Neuroverkon edut ja haitat

5. Tukivektorikoneet (support vector machines,
SVM)

+
+
-+

erittain ilmaisuvoimainen

robusti kohinalle (kunhan ei ylisovitu)

voi arvioida myos luokkien todennékdisyyksia
erittain herkka ylisovittumaan

vaatii paljon dataa

vain numeeriselle datalle (ehka ordinaaliselle)
mallia vaikea tulkita ja tarkistaa

oppimisalgoritmit suboptimaalisia, mutta silti hitaita
vaatii asiantuntemusta (paljon parametrivalintoja)
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Valittavat parametrit

Perusidea: Kuvataan data suurempaan ulottuvuu-
teen, jolloin luokkaraja muuttuu lineaariseksi. Sit-
ten etsitdan “levein hypertaso” (lineaarinen luokkara-
javybhyke), joka erottaa luokat.

® tukivektorit=vaikeimmin luokiteltavia pisteita —
maarittavat luokkarajan

® yleensa sallitaan joitain luokitteluvirheitd (“pehmeda
rajavyohyke”, “soft margin”)

® kuvaus suurempaan dimensioon tehdaan
implisiittisesti, ydinfunktioilla (kernel functions)
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SVM:n edut ja haitat

kernel-funktio ja sen parametrit

e tassa voi hybdyntaa esitietamysta

e muuten radial basis funktio hyva oletusarvo
(jos epalineaarinen luokkaraja)

® pehmedan marginaalin parametri

(=regularisointiparametri, regularization parameter)

® oppimisalgoritmi

e globaalisti optimaalisia!
e Mutta ei muuttujien valintaa.
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+ erittain ilmaisuvoimainen
+ resistantti ylisovittumiselle
+ toimii vaikka muuttujia olisi enemman kuin datariveja!

+ globaalisti optimaalinen malli (mutta perusmenetelma
ei valitse muuttujia)

— vain numeeriselle (ehka ordinaaliselle) datalle
— (perusmenetelma vain 2:n luokalle (on laajennoksia))
— mallia vaikea tulkita

— parametrien valinta voi olla vaikeaa (automaattisissa
menetelmissa suuri ylisovittumisen vaara)

— ulkopuoliset (outliers) saattavat olla ongelma?
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Esimerkki 1: Bayes-luokittelija keuhkosydpatyypin
tunnistukseen geenien perusteella

Bayes-luokittelija keuhosyopatyypin tunnistukseen

® Keuhkosyodvan yleisimpien tyyppien, AC:n
(adenocarcinoma) ja SCC:n (squamous cell
carcinoma), vaikea mutta tarkea ongelma

® Bayes-luokittelijalla onnistuttiin I0ytamaan 25 geenia,
jotka ennustavat syopatyypin 95% tarkkuudella
opetusjoukon ulkopuolisella datalla

® Bayes-verkolla voi hyvin esittda myos geenien valiset
saatelysuhteet (hyva kuvaava malli)

Lahde: Chang and Ramoni: Transcriptional network
classifiers. BMC Bioinformatics 2009, 10(Suppl 9):S1.
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Esimerkki 2: Leukemiatyypin ennustaminen
SVM:illa

® Datana 2308 geenin tiedot kahta leukemiatyyppid,
AML:aa (acute myeloid leukemia) ja ALL:aa (acute
lymphoblastic leukemia), sairastavilta (vain 38+34 rivia
dataa)

@ \ertailtiin tavallista SVM:aa ja kolmea muuttujien
valintaa suorittavaa SVM:aa

® Paras malli (DrSVM) valitsi 78 geenia ja testivirhe oli 0

Lahde: Zhu and Zou: Variable selection for the linear
support vector machine. Computational Intelligence (SCI)
35, 35-59 (2007).
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